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研究のサマリー
⽬的：個⼈特性による異質性を考慮したモデルの構築/モデルの予測精度の向上/解釈可能なモデル
の構築
⼿法：MNLの効⽤関数パラメータを出⼒，個⼈特性を⼊⼒とするニューラルネットワークの構築
結果：数値実験を⾏い，予測精度が良くなりパラメータのバイアスも少ない結果を出すことに成功．
実データ適⽤を⾏い，モデルがover fittingを起こしていないことを確認．
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良い点
シンプルな発想でニューラルネットワー
クを⽤いた推定の課題を解決した点．

課題点
実データのover fitting性の検証は⼀部分に
とどまっている．



研究のサマリー
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新規性
• ニューラルネットワークを選択結果の

学習ではなく，パラメータの学習に⽤
いることで柔軟な異質性を許容しつつ，
解釈可能性のあるモデルを構築した．

信頼性
NNとMNLはどちらもよく知られた⼿法で
あり，⼿法⾃体の信頼性は⾼い．
しかし，NNを⽤いる以上得られた結果に
信頼性があるかはさまざまな観点で検証
する必要がある．

有⽤性
• 効⽤関数の誤設定を起こしにくいため，バイ

アスのないパラメータ推定に⾮常に有⽤．



⽬次
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1. Introduction
2. 提案⼿法

• MNLへのNNの結合⽅法

3. 数値実験
• 予測精度の検証
• パラメータバイアスの検証

4. 実データ分析
• 予測精度の検証
• 解釈可能性に関する分析

5. 結論



離散選択モデル(DCM)の異質性の扱い
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⼿法①⾮線形関数の利⽤
○柔軟な異質性の把握が可能
×関数の設定⽅法が多数あり設定が難しい

⼿法②混合ロジット/潜在クラスの利⽤
○柔軟な異質性の把握が可能
×効⽤関数の⽴式に基づく誤差は解消されない

通常のランダム効⽤モデル
異質性は選択者の個⼈特性と代替属性の相
互作⽤で記述
ex)MNLの場合

𝑉!"#$% = 𝐴𝑆𝐶 + 𝑎𝑔𝑒 > 65 ∗ 𝑡𝑖𝑚𝑒

とすると，年齢による異質性が表現可能

×問題に対する知識がない場合に効⽤関数
の⽴式を正しくできない



ニューラルネットワーク(NN)の利⽤
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DCMフレームワーク内でのNNの活⽤
(Neural-embedded Discrete Choice Model :NEDCM)

基本的な枠組みはDCMだが，効⽤関数の計算
の⼀部にNNを⽤いる
○モデルの解釈性を保ちつつNNで予測精度を
向上させることが可能．

⼿法③ NNの利⽤
○⾼い精度の予測が可能
×解釈可能性の⽋如
→”what if”の質問に信頼性のある答えを出
せない



既往研究：Sifringer et al(2020)によるL-MNL

7

効⽤関数の⼀部分をNNで学習させる

𝑉!" = 𝑓! 𝑋"; 𝜷 + 𝑟!(𝑄"; 𝒘)

線形和
(通常のMNLと同⼀)

説明変数を⼊⼒とし，
効⽤関数の⼀部を出
⼒するNN

効⽤関数に関する知識がない説明変数に対
してNNを使⽤することで，解釈可能性を
損なわず予測精度が向上



研究の全体像
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個⼈特性による異質性の考慮/モデルの予測精度の向上/解釈可能なモデルの構築
実現したいこと

⼿法

⼊⼒：個⼈特性
出⼒：効⽤関数のパラメータ
となるNN

MNLモデルにNNの出⼒を代⼊

𝑉!" = 𝛽#! +.
$%&

'!

𝛽$!𝑥$!"

代⼊

尤度最⼤化により
NNの重み付けを推定
→NNから𝛽&$を復元して解釈

効⽤関数のパラメータを学習するNNを構築



問題設定とMNLの定式化
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⽂字設定
𝑛:個⼈
𝐶%: 𝑛の選択肢集合
𝒛𝒏:個⼈特性 (年齢など)
𝒙𝒊𝒏(∀𝑖 ∈ 𝐶%):選択肢属性 (所要時間など)
𝑦%:𝑛の選択結果

MNLで定式化できる状況を考える．

個⼈間の異質性がない場合の効⽤(MNL)

𝑉01 = 𝛽20 +%
345

6!

𝛽30𝑥301

個⼈に関する変数は含まれない．

異質性を考慮した場合の効⽤(MNL)

𝑉01 = 𝛽20 +%
345

6!

𝛽30𝑥301 + %
(7,9)∈;!

𝛾790𝑥701𝑧91

異質性を個⼈特性と選択肢属性の交互作⽤で記述



NNの利⽤
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異質性を考慮した場合の効⽤(MNL)

𝑉$% = 𝛽)$ +;
&*+

,!

𝛽&$𝑥&$% + ;
(.,0)∈3!

𝛾.0$𝑥.$%𝑧0%

異質性を個⼈特性と選択肢属性の交互作⽤で記述

どの相互作⽤を採⽤するかには膨⼤な数の組み合わせがあり，全てを試すことは難しい．

パラメータの⼀部を個⼈特性の関数としてNNに学習させ，その結果を⽤いてMNLで推定(TasteNet-MNL)

𝑉01 = 𝜷10<=
>𝒙01<= + 𝑓(𝒙01?=@, 𝒛01?=@, 𝜷0?=@), 𝜷1<= = 𝑇𝑎𝑠𝑡𝑒𝑁𝑒𝑡(𝒛1<=; 𝒘)

個⼈特性から学習した
パラメータ

通常のMNLの効⽤形式

膨⼤な相互作⽤の組み合わせを試すことなく個⼈異質性を考慮可能



TasteNet-MNL
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① NNの構築
⼊⼒：個⼈属性𝒛𝒏
出⼒：効⽤関数のパラメータ𝜷𝒏𝑻𝑵

…
…

…
…

性別

年齢

…
…

時間パラメータ

費⽤パラメータ

⼊⼒層
𝒛𝒏

出⼒層
𝜷𝒏𝑻𝑵

隠れ層

② MNLへの代⼊
全ての係数をTasteNetで求める必要はない
その際は通常のMNLと同様に処理

𝑉01 = 𝜷1<=
>𝒙01<= + 𝑓(𝒙01?=@, 𝒛01?=@, 𝜷0?=@)

𝑃 𝑦1 = 𝑖 𝑥1, 𝑧1, 𝑤, 𝛽?=@ =
exp(𝑉01)

∑A∈B" exp(𝑉A1)

𝜷1<= = 𝑇𝑎𝑠𝑡𝑒𝑁𝑒𝑡(𝒛1<=; 𝒘)

※不偏推定量を得るためには
𝒛%67 ∩ 𝒛%879 = ∅

であることが求められる．

代⼊



TasteNetの詳細
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⼊⼒：個⼈属性𝒛𝒏
出⼒：効⽤関数のパラメータ𝜷𝒏𝑻𝑵

…
…

…
…

性別

年齢

…
…

時間
パラメータ
費⽤

パラメータ

⼊⼒層(𝑫個)
𝒛𝒏

出⼒層
𝜷𝒏𝑻𝑵

隠れ層
(1層・𝑯個)

𝛽&67(𝒛,𝒘) = 𝑇 ;
:*+

;

𝑤&:
(<)𝐴(+) ;

$*+

=

𝑤:$
(+)𝑧$ + 𝑤:)

(+) + 𝑤&)
(<)

重み
𝒘(𝟏)

重み
𝒘(𝟐)

活性化関数
𝐴())

活性化関数
𝑇

出⼒層の𝑘番⽬の値は

で得られる

𝑇はパラメータの範囲を制約するために⽤いる
ex)パラメータを正にしたい場合

𝑇 𝑥 = max(0, 𝑥)

𝑇 𝑥 = exp(𝑥)

などとおく．



パラメータ推定⼿法
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通常のMNLの場合
対数尤度関数のマイナスをとったもの

𝐸 𝜷 = −;
%

log 𝑃(𝑦%|𝒛%, 𝒙%; 𝜷)

を最⼩化する．
推定対象は𝜷

TasteNet-MNLの場合
対数尤度関数のマイナスをとったものにNNの重みに
関するペナルティ項を設けたもの(over fittingを防ぐ
ため)

𝐸 𝜷 = −;
%

log 𝑃 𝑦% 𝒛%, 𝒙%; 𝒘, 𝜷879 + 𝜆. 𝒘 .

を最⼩化する．
推定対象は𝒘,𝜷879



数値実験：データセット
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モデル：バイナリロジットモデル
個⼈特性：所得(inc)，フルタイム雇⽤ダミー(full)，フレキシブルワークダミー(flex)
選択肢属性：移動コスト(cost)，移動時間(time)，待ち時間(wait)

真の効⽤関数

データセットの種類
TOY_UNCORREL：選択肢属性の相関なし
TOY_CORREL：選択肢属性の相関あり（timeとwaitに0.6の相関）



数値実験：⽐較⽤モデル
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⽐較⽤に3種類のMNLモデルを考える

MNL-Ⅱ：⼆次の相互作⽤を⼀部含むモデル

MNL-Ⅰ：⼆次の相互作⽤を含まないモデル

MNL-TRUE：真の効⽤関数と同じ形式のモデル



数値実験： TasteNet-MNL
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TasteNet-MNL：効⽤関数パラメータの値をNNの出⼒とするモデル

…
…

inc

full

time
パラメータ

wait
パラメータ

⼊⼒層 出⼒層隠れ層

重み
𝒘(𝟏)

重み
𝒘(𝟐)

活性化関数
𝐴())

活性化関数
𝑇

flex

𝛽()*

𝛽()+*

𝑉$ = 𝐴𝑆𝐶$ − 𝑐𝑜𝑠𝑡$ + 𝛽>?! ∗ 𝑡𝑖𝑚𝑒$ + 𝛽>?@! ∗ 𝑤𝑎𝑖𝑡$

代⼊

負値をとるための変換

ハイパーパラメータ(隠れ層のサイズ，正則化のペナルティ，活性化関数)の決定
訓練データを⽤いて様々なハイパーパラメータの組み合わせのもと学習
→検証データを⽤いて最も⽬的関数を⼩さくするものを選択



結果：予測精度
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TasteNet-MNLは真のモデル(MNL-TRUE)と同等の予測性能を⽰した．

TOY_UNCORREL(相関なし)

負の対数尤度 予測精度



結果：予測精度
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TasteNet-MNLは真のモデル(MNL-TRUE)と同等の予測性能を⽰した．

TOY_CORREL(相関あり)

負の対数尤度 予測精度



結果：効⽤関数パラメータ推定
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効⽤関数パラメータ𝛽をNNの結果からきちんと復元できるかを検証
NNから出てきた𝛽>?!, 𝛽>?@!を

𝛽>?! = 𝑏) + 𝑏+𝑖𝑛𝑐 + 𝑏<𝑓𝑢𝑙𝑙 + 𝑏A𝑓𝑙𝑒𝑥 + 𝑏B𝑖𝑛𝑐 ∗ 𝑓𝑢𝑙𝑙 + 𝑏C𝑖𝑛𝑐 ∗ 𝑓𝑙𝑒𝑥 + 𝑏D𝑓𝑢𝑙𝑙 ∗ 𝑓𝑙𝑒𝑥

𝛽>?@! = 𝑐) + 𝑐+𝑖𝑛𝑐 + 𝑐<𝑓𝑢𝑙𝑙 + 𝑐A𝑓𝑙𝑒𝑥 + 𝑐B𝑖𝑛𝑐 ∗ 𝑓𝑢𝑙𝑙 + 𝑐C𝑖𝑛𝑐 ∗ 𝑓𝑙𝑒𝑥 + 𝑐D𝑓𝑢𝑙𝑙 ∗ 𝑓𝑙𝑒𝑥

によって回帰して効⽤関数パラメータを推定する



結果：パラメータ推定の誤差

20

TOY_UNCORREL(相関なし)

TasteNet-MNLは⽐較モデルより遥かにバイアスが⼩さい

𝑅𝑀𝑆𝐸 =
1
𝑛
/
*

𝛽* − 2𝛽*
+ , 𝑀𝐴𝐸 =

1
𝑛
/
*

𝛽* − 2𝛽* , 𝑀𝐴𝑃𝐸 =
1
𝑛
/
*

𝛽* − 2𝛽*
𝛽*

どれも予測誤差を評価する指標で，⼩さいほど良い



結果：MNL-ⅠとMNL-Ⅱの⽐較
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MNL-Ⅰ(⼆次相互作⽤なし)よりもMNL-Ⅱ (⼆次相互作⽤あり)の⽅が予測精度は向上している
が，効⽤関数パラメータのバイアスが⼤きい
→効⽤関数の指定が正しくない限り，予測可能性が⾼くてもバイアスが発⽣する

予測精度

パラメータバイアス

予測精度

パラメータバイアス



結果：パラメータ推定の誤差
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TOY_CORREL(相関あり)

MNL-TRUEのバイアスは増⼤したが，TasteNetの精度はあまり下がらない
→MNLは線形的な構造に制約されるため⼊⼒分布の変化に対応しにくいが，NNを⽤いると柔
軟に対応できる



結果：個⼈特性を変化させたときのパラメータの変化
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所得(inc)，フルタイム雇⽤ダミー(full)，フレキシブルワークダミー(flex)が⼀様に分布した
データセットを作成．incを変化させたときの𝛽>?!, 𝛽>?@!の変化を分析．
MNL-Ⅰ(⼆次相互作⽤なし)の場合の𝛽>?@!の変化

相関なし 相関あり

相互作⽤を考慮していないため，
傾きはfull, flexによらず常に同じ



結果：個⼈特性を変化させたときのパラメータの変化
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MNL-Ⅱ(⼆次相互作⽤⼀部あり)の場合の𝛽>?@!の変化

相関なし 相関あり

⼆次の相互作⽤を考えたグループとそうでな
いグループでの傾きの違いが⼤きい

正解の値



結果：個⼈特性を変化させたときのパラメータの変化
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MNL-TRUE(真の効⽤関数形式)の場合の𝛽>?@!の変化

相関なし 相関あり

相関がない場合は近い値を出すが相関がある
場合は値が歪む

正解の値



結果：個⼈特性を変化させたときのパラメータの変化
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TasteNet-NNの場合の𝛽>?@!の変化

相関なし 相関あり

⾮線形だが全体として真の形に近い

正解の値



結果：個⼈特性を変化させたときのパラメータの変化
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TasteNet-NNの場合の𝛽>?@!の変化(平均と分散を可視化)

相関なし 相関あり

incomeが極端に⾼いor低い場合で分散・バ
イアスが⼤きい

正解の値



結果：個⼈特性を変化させたときのパラメータの変化
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TasteNet-NNの場合の𝛽>?@!の変化(平均と分散を可視化)

incomeが極端に⾼いor低い場合で分散・バ
イアスが⼤きい
→incomeが極端に⾼いor低い場合の学習
データが少ないため
→TasteNet-MNLは分布外のサンプルの⼀般
化は得意ではない

学習データのincomeの分布



実データ分析：スイスメトロの需要調査
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対象データ：スイスメトロの需要評価のためのSP調査
選択構造：鉄道(Train)，スイスメトロ(SM)，⾃動⾞(Car)から1つを選択

選択肢属性
Train：時間(time)・運⾏間隔(headway)・費⽤(cost)
SM：時間・運⾏間隔・配置(seats)・費⽤
CAR：時間・費⽤

個⼈特性
• 年齢(age)
• 性別(male)
• 収⼊(income)
など



⽐較モデル
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MNL-Aの形式と推定結果

⽐較モデルとして3種類のMNLと1種類のmixed logitを採⽤

• 通常のMNLモデル
• 個⼈特性と選択肢属性の相互作⽤は考
慮していない

• Costの係数を-1に固定(これによりす
べての効⽤関数パラメータが
willingness to payと解釈できる)



⽐較モデル
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MNL-Bの形式

⽐較モデルとして3種類のMNLと1種類のmixed logitを採⽤

• MNL-Aに⼀部の相互作⽤を追加したモ
デル(時間*年齢，時間*所得，時間*⽬的)

MNL-Cの形式

• MNL-Aに全ての⼀次相互作⽤を追加し
たモデル

mixed logitの形式
• MNL-Aに時間に関する⼀次相互作⽤を加えている
• 各選択肢の時間係数が正規分布に基づき変動する

MNL-Aの形式

• 通常のMNLモデル
• 個⼈特性と選択肢属性の相互作⽤は考
慮していない

• Costの係数を-1に固定(これによりす
べての効⽤関数パラメータが
willingness to payと解釈できる)



TransNet-MNL
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個⼈特性からNNで𝜷67を推定し，効⽤関数に代⼊



結果：予測精度
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TasteNetの使⽤により対数尤度，予測精度，F1スコアともに改善される

負の対数尤度 予測精度 F1スコア



結果：解釈可能性
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TasteNet-MNLとMNLのパラメータから読み取れる解釈の違いを考える．

選択肢属性のパラメータの平均値を⽐較

MNLの場合，時間価値(⻘⾊)は相互作⽤項が多いほど⾼い(運⾏間隔(⾚⾊)に対しても同様)

TransNet-MNLの場合は時間価値，運⾏間隔に対する時間価値は他のMNLモデルよりも⾼く
なる



結果：解釈可能性
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TransNet-MNLを⽤いるとが時間価値が⾼くなるのはなぜか？

それぞれのモデルにおけるTrainの移動時間価値のヒストグラムを⽐較

• 相互作⽤を増やすほど時間価値の違いを捉えられる
• TransNet-MNLは他のモデルよりもさらに柔軟で，⼤きな時間価値(⻘枠)を検出できている

→モデルを柔軟にすることで個⼈特性の違いによる時間価値の違いを正確に捉えられた



結果：⾏動パラメータの可視化
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TransNet-MNLがover fittingを起こしている可能性がある．
→ベンチマークとなるMNLと⽐較して，妥当な範囲の結果を出⼒するか確認

個⼈特性𝒛のうち1つを動かして，他を固定した時の時間価値の変化を観察．

スイスメトロの旅⾏時間に対する時間価値の場合

TasteNet-MNLは他のMNLと⽐較して極端に異なる値を取らない



結果：弾⼒性
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TransNet-MNLがover fittingを起こしている可能性がある．
→ベンチマークとなるMNLと⽐較して，妥当な範囲の結果を出⼒するか確認

弾⼒性(ある選択肢の属性𝑥&$%が変化した際の同じ選択肢の選択確率の変化)を⽐較

スイスメトロの旅⾏時間に対する弾⼒性

TasteNet-MNLは他のMNLと⽐較して極端に異なる値を取らない



結論
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成果
• NNとMNLを結合することで，予測精度が⾼く，異質性を考慮した，解釈
可能なモデルを構築

• MNLでは，効⽤の形式を誤ると予測精度は上昇してもパラメータに⼤き
なバイアスが⽣じることを明らかに

今後の課題
• パラメータのランダム性に起因する違いを考慮したモデルの構築
• 個⼈属性の⾮線形効果を反映したモデルの構築



所感
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• 機械学習と今までのMNLの流れをかなりスッキリとくっつけた論⽂で，
いろいろな範囲に応⽤可能性がありそうだと感じる．

• ある施策が施策を受けた⼈の効⽤関数を変化させる，という因果推論の仮
定を置いた場合，効⽤関数のうち施策の効果に関わらない場所はできるだ
け精度良く当てることが正しい因果効果の推定につながる．本⼿法を⽤い
ることでMNL型の⽴式のまま精度を上げることができそう．
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補⾜：スイスメトロの説明変数
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対象データ：スイスメトロの需要評価のためのSP調査
選択構造：鉄道(Train)，スイスメトロ(SM)，⾃動⾞(Car)から1つを選択

選択肢属性
Train：時間(time)・運⾏間隔
(headway)・費⽤(cost)
SM：時間・運⾏間隔・配置(seats)・
費⽤
CAR：時間・費⽤

個⼈特性

年齢(age)・性別(male)・収⼊(income)
ファーストクラストラベラーかどうか(first)
Swiss annual season ticket の有無(GA)
⽬的(purpose)
⽀払いをするのは誰か(who)
荷物の個数(laggage)



補⾜：⽐較モデルの推定結果
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MNL-Bの形式と推定結果

⽐較モデルとして3種類のMNLと1種類のmixed logitを採⽤

• MNL-Aに⼀部の相互作⽤を追加したモ
デル(時間*年齢，時間*所得，時間*⽬的)



補⾜：⽐較モデルの推定結果
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MNL-Cの形式と推定結果

⽐較モデルとして3種類のMNLと1種類のmixed logitを採⽤

• MNL-Aに全ての⼀次相互作⽤を追加し
たモデル



補⾜：⽐較モデルの推定結果
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mixed logitの形式と推定結果

⽐較モデルとして3種類のMNLと1種類のmixed logitを採⽤

• MNL-Aに時間に関する⼀次相互作⽤を加えている
• 各選択肢の時間係数が正規分布に基づき変動する


