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今日の概要

1. パラメータ推定：深層学習と離散選択モデル

2. 先読み型の行動モデルのパラメータ推定：

動的離散選択モデルと強化学習



パラメータ推定とは
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max
パラメータβ

（目的関数F）

最終目標：
× パラメータを得る
〇 モデル評価・予測を(高精度で)行う



パラメータ推定とは
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max
パラメータβ

（目的関数F）

𝑖𝑖: サンプル、k: 選択肢、x: 属性、P: モデルによる選択確率、d: 目標出力量、y: モデルによる算出量

連続量最適化
離散選択モデル – 尤度関数

機械学習・深層学習 – 損失関数

�
𝑖𝑖

𝛿𝛿𝑘𝑘𝑖𝑖 𝑃𝑃 𝑘𝑘𝑖𝑖 𝒙𝒙𝑖𝑖 ,𝜷𝜷

問題の性質により尤度関数や二乗誤差などを設定

�
𝑖𝑖

𝒅𝒅𝑖𝑖 − 𝑦𝑦(𝒙𝒙𝑖𝑖|𝜷𝜷)



じゃぁ、なにが違うか？
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離散選択モデル vs機械学習・深層学習
モデル説明性（パラメータの意味、入力値影響）

明瞭 Black Box
→重要度スコア、SHAP(説明可能AI)

モデル予測性能

低い？ 高い？

推定
アルゴリズム

モデル
アーキテクチャ

連続量最適化の
手法を活用

分析者がモデル構造付与
(多パラメータ系も存在)

誤差逆伝搬法、SGD、SAM等
大規模データ・高予測性能にむけた開発

非線形変換・過剰パラメータも厭わない
高柔軟性下のモデル構造探索

凸最適化⇔非凸最適化

佐々木(2021)

モデル普遍性？



たくさんの最適化手法,,,
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[Schmidt et al. 2021]

https://arxiv.org/abs/2007.01547


予測のための推定アルゴリズム開発①
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凸最適化⇔非凸最適化

訓練誤差→テスト誤差→汎化誤差

サンプルデータ訓練
データ

テスト
データ

誤差
関数F

パラメータβ

訓練 テスト

パラメータ更新回数

誤差
関数F

訓練

テスト



予測のための推定アルゴリズム開発①’
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https://towardsdatascience.com/accuracy-and-loss-things-to-know-about-the-top-1-and-top-5-accuracy-1d6beb8f6df3

Inoue & Maruyama (2012)

データオープン
→競争的開発環境

https://towardsdatascience.com/accuracy-and-loss-things-to-know-about-the-top-1-and-top-5-accuracy-1d6beb8f6df3
https://www.sciencedirect.com/science/article/pii/S1877042812009998?ref=pdf_download&fr=RR-2&rr=80530f75db30af5e


誤差逆伝搬法①
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大規模データを高速にパラメータ推定するための基本的なアイディア

佐々木(2021)

最適化計算のアルゴリズム：
• 繰り返し探索

• 探索方向Δβの設定＋探索先での評価F
• 望ましい探索方向：最適解に近づく方向（≒微分方向）



誤差逆伝搬法②
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ニューラルネットワーク
入力
𝑥𝑥1

𝑥𝑥𝑚𝑚

𝑤𝑤1

𝑤𝑤𝑚𝑚

出力
𝑦𝑦𝑥𝑥𝑖𝑖

𝑤𝑤𝑖𝑖

…
…

…
… 𝑦𝑦 = 𝑓𝑓 𝑥𝑥 = 𝑤𝑤1𝑥𝑥1 + ⋯+ 𝑤𝑤𝑚𝑚𝑥𝑥𝑚𝑚 − 𝜃𝜃 = �1 𝑥𝑥 ≥ 0

0 𝑥𝑥 < 0

𝒙𝒙 =
𝑥𝑥1
⋮
𝑥𝑥𝑚𝑚

一般化

𝒘𝒘 =
𝑤𝑤1
⋮
𝑤𝑤𝑚𝑚

𝑦𝑦 = 𝑓𝑓 𝒘𝒘𝑇𝑇𝒙𝒙 + 𝑏𝑏観測値 重み

ステップ関数 バイアス

※ w, bがパラメータ

シグモイド関数

𝜕𝜕
𝜕𝜕𝑥𝑥
𝑓𝑓 𝑥𝑥

= 𝑓𝑓 𝑥𝑥 1 − 𝑓𝑓 𝑥𝑥
微分計算が楽

ステップ関数

https://onl.tw/r3E6iRE



最適化計算のアルゴリズム：
• 繰り返し探索

• 探索方向Δβの設定＋探索先での評価F
• 望ましい探索方向：最適解に近づく方向（≒微分方向）

高速化→短時間に何度も探索

微分方向を得やすいモデル

誤差逆伝搬法③ 降下勾配
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重みの勾配：シグモイド関数では，
𝜕𝜕𝐸𝐸(𝒘𝒘, 𝑏𝑏)
𝜕𝜕𝒘𝒘

= ⋯ = −�
𝑛𝑛

(𝑘𝑘𝑖𝑖 − 𝑦𝑦𝑖𝑖)𝒙𝒙𝑖𝑖 となるため，

𝒘𝒘𝑡𝑡+1 = 𝒘𝒘𝑡𝑡 + 𝜂𝜂�
𝑖𝑖
(𝑘𝑘𝑖𝑖 − 𝑦𝑦𝑖𝑖)𝒙𝒙𝑖𝑖 𝑏𝑏𝑡𝑡+1 = 𝑏𝑏𝑡𝑡 + 𝜂𝜂�

𝑖𝑖
(𝑘𝑘𝑖𝑖 − 𝑦𝑦𝑖𝑖)

と式展開でき， 𝑘𝑘𝑖𝑖 − 𝑦𝑦𝑖𝑖 による差分と入力データ𝒙𝒙𝑖𝑖によりパラメータを更新

𝒙𝒙 =
𝑥𝑥1
⋮
𝑥𝑥𝑚𝑚

𝒘𝒘 =
𝑤𝑤1
⋮
𝑤𝑤𝑚𝑚

観測値 重み

行列分解して並列計算できる ⇒ 簡単な並列計算に強みのあるGPUで高速化

𝒘𝒘𝑡𝑡+1 = 𝒘𝒘𝑡𝑡 − 𝜂𝜂
𝜕𝜕𝐸𝐸(𝒘𝒘, 𝑏𝑏)
𝜕𝜕𝒘𝒘

𝑏𝑏𝑡𝑡+1 = 𝑏𝑏𝑡𝑡 − 𝜂𝜂
𝜕𝜕𝐸𝐸(𝒘𝒘, 𝑏𝑏)

𝜕𝜕𝑏𝑏

反復計算によりパラメータを逐次的に更新（降下勾配法）

𝜂𝜂: 学習率（ハイパーパラメータ）※パラメータの更新幅

𝐹𝐹 𝒘𝒘, 𝑏𝑏 = �
𝑖𝑖

𝑃𝑃 𝑘𝑘𝑖𝑖 𝒙𝒙𝑖𝑖 = �
𝑖𝑖

𝑦𝑦𝑖𝑖
𝑘𝑘𝑖𝑖(1 − 𝑦𝑦𝑖𝑖)1−𝑘𝑘𝑖𝑖損失関数

𝐸𝐸 𝒘𝒘, 𝑏𝑏 = − log𝐹𝐹 𝒘𝒘, 𝑏𝑏 = −�
𝑛𝑛
𝑘𝑘𝑖𝑖 log𝑦𝑦𝑖𝑖 + 1 − 𝑘𝑘𝑖𝑖 log(1 − 𝑦𝑦𝑖𝑖)対数損失関数



予測のための推定アルゴリズム開発②
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■平坦性を評価：勾配のみに依存しない探索

誤差関数F

パラメータβ

訓練

テスト

■過剰パラメータ系での推定 詳細は今泉(2021)等

Tan & Le (2019)

パラメータ数

訓練サンプル数

≫

Double descent / 二重降下現象

正則モデル化による
信頼性向上へ

無数の大域解

https://arxiv.org/abs/1905.11946
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今日の概要

1. パラメータ推定：深層学習と離散選択モデル

2. 先読み型の行動モデルのパラメータ推定：

動的離散選択モデルと強化学習

もちろん、推定アルゴリズムの開発は、

深層学習分野でしか行われていないわけではない



動学問題（動的選択問題）が難しいか．
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静学問題
右

左

時刻t
動学問題

時刻t0

右

左

直進

直

右

左

直

右

左

直

右

左

直

3選択肢

3^4選択肢



動的離散選択モデル(概要)
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Rust, J.(1987) のバスエンジン補修/交換の問題を例に説明

時刻t
交換

補修

交換

補修

交換

補修

交換

補修
…交換コスト

故障リスク初期化

故障リスク増加

ある期の効用関数u

d=1: 交換，d=0: 補修のみ
x: バスエンジンの状態
ε: 非観測項
c:補修コスト
θ1: 補修パラメータ
RC: 交換コスト
θ2, θ3: 状態推移パラメータ

状態xの推移確率（一次マルコフ性を仮定）

),;,,|,( 3211 θθεε ttttt dxxp ++

将来状態も考慮



動的離散選択モデル(定式化)
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将来の価値関数は，時間割引を考慮した効用の最大化となる

)1,0(∈β時間割引率　

(6)

最適意思決定は無限期間先までを考慮しており，期によらず一定である

(7)

)','( εx次期状態　

- 今期と次期の状態により，価値関数を定義
- 次期の期待価値関数の中に，次々期以降の効用は入っている

今期の効用

次期の期待価値関数

今期の選択後の次期状態の推移確率次期の効用



期待価値関数・選択確率
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仮定：推移確率の条件つき独立性(CI)
);,|'();'|'(),;,,|','( 332232 θθεθθεε dxxpxpdxxp =

CIの仮定を用いて，期待価値関数を次で定義する．

選択肢の期待価値関数（(7)式からεを除いて）

これを期待価値関数の定義式に戻す

εを極値分布とし，ロジット型の条件付き選択確率を導出（θ = (𝑅𝑅𝑅𝑅, θ1,θ3)がパラメータ）

(8)

(9)



最尤法によるパラメータ推定
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バス会社iの尤度

M社の全体尤度 (14)

対数尤度

(10)

対数尤度最大化により，θ = (𝑅𝑅𝑅𝑅, θ1, θ3)を求める

(11)



推定方法１：NFXP法
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Rust, J.(1988) Statistical Models of Discrete Choice Processes, Transportation Research Part B, Vol. 22(2), pp. 125-158.

構
造
推
定
パ
ラ
メ
ー
タθ

を
最
尤
法
で
求
解

Outer

期
待
価
値
関
数EV

θ

の
不
動
点
を
求
め
る

Inner

尤度Lの評価+探索方向（微分）

θ探索

パラメータθ更新

θtでEV更新

EVの連立不等式を解く

θtでのEVの不動点

https://www.sciencedirect.com/science/article/pii/0191261588900100


NFXP法： Fixed-Point Solution
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(7)式と極値分布により，Fixed-Point equationは次となる

(12)

今期の状態xをK分割，次期の状態x’をJ分割して，表記．

(13)

(14)

式を簡略化

(11)式に代入

※ この式が定義されている

(15)

飛ばす？



NFXP法：inner algorithm
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θ固定の下で，不動点 𝐸𝐸𝐸𝐸𝜃𝜃 = 𝑇𝑇𝜃𝜃(𝐸𝐸𝐸𝐸𝜃𝜃)(15)’ を求める
(15)は収縮写像であり，次が成立する．

(16)

この性質から，𝐸𝐸𝐸𝐸𝑘𝑘を次で更新する．

𝐸𝐸𝐸𝐸𝑘𝑘+1 = 𝑇𝑇𝜃𝜃(𝐸𝐸𝐸𝐸𝑘𝑘)

|𝑇𝑇𝜃𝜃(𝐸𝐸𝐸𝐸𝑘𝑘+1) − 𝑇𝑇𝜃𝜃(𝐸𝐸𝐸𝐸𝑘𝑘)| ≤ 𝛽𝛽|𝐸𝐸𝐸𝐸𝑘𝑘+1 − 𝐸𝐸𝐸𝐸𝑘𝑘|

⇔ |𝐸𝐸𝐸𝐸𝑘𝑘+2 − 𝐸𝐸𝐸𝐸𝑘𝑘+1| ≤ 𝛽𝛽|𝐸𝐸𝐸𝐸𝑘𝑘+1 − 𝐸𝐸𝐸𝐸𝑘𝑘|

つまり，下記となる．

βの速度で𝐸𝐸𝐸𝐸𝜃𝜃に近づく．
ただし，𝐸𝐸𝐸𝐸𝜃𝜃を得るためには，k=∞が必要であり，不動点近傍では収縮が遅くなる．
不動点近傍では，次式を用いる(Newton-Kantorovich法)．

(17)

(18)

(19)
(20)

飛ばす？



推定法2：NPL(擬似最尤推定法)
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Step1: EV0をランダムに与える

Step2: EVkを(9)式の右辺に代入し，尤度最大化するパラメータθkを求める

(9)

(14)

Step3: EVkとθkを用いて，(14)式よりEvk+1を求める

収束判定: |EVk+1- EVk |と|θk+1- θk |が十分小さければ収束
収束していなければ，step2に戻る

無限回の繰り返し計算によって不動点を得ることができ，NFXPと漸近等価

Aguirregabiria and Mira(2002)

arg max
𝜃𝜃𝑘𝑘

𝐿𝐿(𝜃𝜃|𝑥𝑥,𝐸𝐸𝑉𝑉𝑘𝑘)

𝐸𝐸𝑉𝑉𝑘𝑘+1 ← 𝑇𝑇(𝐸𝐸𝑉𝑉𝑘𝑘 ,𝜃𝜃𝑘𝑘)

⇔NFXPのInner Algorithm

https://onlinelibrary.wiley.com/doi/full/10.1111/1468-0262.00340?casa_token=btATs90D-A4AAAAA%3AQJFrwkc3ohYeb-Qr27WuJqifzXoNDxMm6IrQ3jSSrObJqMe10s4W9m3KtwmIV0-v6mcjH59uQVLRzyw


NPL(擬似最尤推定法)とNFXPの比較
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計算速度はパラメータが4つの場合は，NPLは9倍速い



推定法3：MPEC型アルゴリズム

25

MPEC（Mathematical Programming with Equilibrium Constraints)を用いた求解

（Su & Judd (2012))

(11)式，(15)式を等価な均衡制約条件付き最適化問題と定式化．

(11)

（等価であることの証明あり）

NFXPが不動点の算出プロセスを毎回解いているのに比べて，
Bellmanの等式(15)を一度評価すればよいので，計算負荷は小さい．

(15)

https://onlinelibrary.wiley.com/doi/abs/10.3982/ECTA7925?casa_token=okvwLjyTfMYAAAAA:-Rw1ZrwEqtv2NaTtzEzflpm-U12CHzZCifEM6TVcr6LT3r_zc3ASJ4iDdqYKXQTVm2uY5l-5zrwBUSM


計算精度の比較
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・250回計算の平均をとり，パラメー
タの平均，分散を比較
・βが大きい場合は，NFXPと同じ結

果であるなど，両者の精度の差は
ほぼない

（Su & Judd (2012))

https://onlinelibrary.wiley.com/doi/abs/10.3982/ECTA7925?casa_token=okvwLjyTfMYAAAAA:-Rw1ZrwEqtv2NaTtzEzflpm-U12CHzZCifEM6TVcr6LT3r_zc3ASJ4iDdqYKXQTVm2uY5l-5zrwBUSM


計算時間の比較
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・MPECのほうがNFXPよりも計算時間は短い(AMPLで180倍以上，MATLABで3倍以上)

（Su & Judd (2012))

https://onlinelibrary.wiley.com/doi/abs/10.3982/ECTA7925?casa_token=okvwLjyTfMYAAAAA:-Rw1ZrwEqtv2NaTtzEzflpm-U12CHzZCifEM6TVcr6LT3r_zc3ASJ4iDdqYKXQTVm2uY5l-5zrwBUSM


計算時間の比較（反論）
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・MPECの比較対象とした推定アルゴリズムは古い
・MPECはサンプル数（状態数）＝等価制約数であり、サンプルが増えるほど、計算コスト増

Iskhakov, Lee, Rust et al. (2016)

・だけど、特殊な推定手法（NFXP）ではなく、一般的な最適化手法（MPEC）で解けるよう
にした点は長所

https://onlinelibrary.wiley.com/doi/abs/10.3982/ECTA12605?casa_token=QPBK2thJBb8AAAAA:t1ff2gZFieJmOZyZiyl_3st9O5V5qAaqG4RuVLCre34MQj3fKaY6lYZNNkeYZNcf8rXU0FBAYxNpspU


推定アルゴリズムの関係性
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Urata & Hato, under review, 2023

https://papers.ssrn.com/sol3/papers.cfm?abstract_id=4330304


強化学習／逆強化学習

30

時刻t
交換

補修

交換

補修

交換

補修

交換

補修
…

最適行動価値関数

r(a=交換)

交換

補修

交換

補修

交換

補修
…r(a=補修)

方策π：状態s行動a

𝑄𝑄∗(𝑠𝑠′,𝑎𝑎𝑎)

𝑄𝑄∗(𝑠𝑠′,𝑎𝑎𝑎)

𝑠𝑠′ 𝑎𝑎′𝑠𝑠

𝑄𝑄∗ 𝑠𝑠, 𝑎𝑎 = 𝑟𝑟 + 𝛽𝛽𝑚𝑚𝑚𝑚𝑥𝑥𝑎𝑎′ 𝑄𝑄∗(𝑠𝑠′,𝑎𝑎𝑎)

𝛽𝛽: 割引率

ベルマン方程式

𝐿𝐿 𝜃𝜃 = 𝐸𝐸 𝑄𝑄 𝑠𝑠,𝑎𝑎 − 𝑟𝑟 + 𝛽𝛽𝑚𝑚𝑚𝑚𝑥𝑥𝑎𝑎′ 𝑄𝑄(𝑠𝑠′,𝑎𝑎𝑎)

𝑎𝑎



即時報酬rと強化学習
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https://blog.brainpad.co.jp/entry/2017/02/24/121500

CartPole問題

囲碁

美添（2019）

即時報酬rは固定／決まらない
最適行動価値関数Q*を決める

http://bin.t.u-tokyo.ac.jp/model19/lecture/yoshizoe.pdf
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Q-Learning: 
行動価値関数𝑄𝑄(𝑠𝑠,𝑎𝑎)のベクトルを更新していく

Qの探索≒MPEC型アルゴリズム（ただし制約条件はない）

𝑄𝑄 𝑠𝑠, 𝑎𝑎 ← 𝑄𝑄 𝑠𝑠, 𝑎𝑎 + 𝛼𝛼 𝑟𝑟 + 𝛽𝛽𝑚𝑚𝑚𝑚𝑥𝑥𝑎𝑎′ 𝑄𝑄(𝑠𝑠′,𝑎𝑎𝑎) − 𝑄𝑄 𝑠𝑠, 𝑎𝑎
更新過程

𝛼𝛼: 学習率

状態・行動(𝑠𝑠,𝑎𝑎)の組数が多い・隣接状態間のQの差を小さいはず

Q値を関数近似する（Sutton 1988） 

Target Network
𝑄𝑄 𝑠𝑠,𝑎𝑎|𝜽𝜽−

…

…

…
…

…

追
加
観
測

Q Networkの更新

𝑄𝑄 𝑠𝑠,𝑎𝑎|𝜽𝜽

NNパラメータ 𝜽𝜽− ← 𝜽𝜽

NPL型でstep 
kのパラメータ
で将来効用EV
（θk）を求め、
確率計算

 Deep Q-Network 

…

…

…

…

arg max
𝜃𝜃𝑘𝑘

𝐿𝐿(𝜃𝜃|𝑥𝑥,𝐸𝐸𝑉𝑉𝑘𝑘)𝐸𝐸𝑉𝑉𝑘𝑘+1 ← 𝑇𝑇(𝐸𝐸𝑉𝑉𝑘𝑘 ,𝜃𝜃𝑘𝑘)

https://link.springer.com/article/10.1007/bf00115009
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山本(2019)

観測を最適な行動と仮定し、再現するための報酬rを求める
（推定した報酬関数により、エキスパートの行動再現を目指す）

最大エントロピー逆強化学習：意思決定の不確実性を考慮

http://bin.t.u-tokyo.ac.jp/model19/lecture/yamamoto.pdf
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山本(2019)

Hidaka et al. (2019)

探索方向（微分）

探索(効用算出）

(将来効用算出）

(行動選択確率算出）

http://bin.t.u-tokyo.ac.jp/model19/lecture/yamamoto.pdf
https://www.sciencedirect.com/science/article/pii/S0968090X18312713?casa_token=nqFF1fVfDFEAAAAA:MP9iNxPq-oTSUI-CbqvQXsYzD7criq6AeO0ye-fYKeHKMekmFlhzDnGXfZ9ORwVZ6DLooiZUHh4
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山本(2019)

NFXPのInnerアルゴリズム（不動点求解）？

http://bin.t.u-tokyo.ac.jp/model19/lecture/yamamoto.pdf
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ご清聴ありがとうございました
email: urata.junji.gf@u.tsukuba.ac.jp

Take-home message
• ML/DL分野の開発のマンパワー＋汎化への姿勢は凄まじく、

パラメータ推定手法・アイディアは刺激になる
• とはいっても、根本的にはやることは同じ（探索＋評価があ

る、探索方向が大事）であり、基本を理解しましょう
• 実装・導入のハードルは下がっていて、機会は広がっていて、

行き来することで双方の開発に繋がる

https://uratalab.net/
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