
初学者のためのRチュートリアル

ベイズ推定の基礎 & 構造化プロビットモデル



ベイズの定理の導出
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𝒇 𝒂 = ׬ 𝒇 𝒂, 𝒃 𝒅𝒃,周辺分布 𝒇 𝒃 𝒂 = 𝒇 𝒂,𝒃
𝒇 𝒂

条件付き分布

𝒇 𝜽 𝒚 ∝ 𝒇 𝜽 𝒇 𝒚 𝜽

𝒇 𝜽 𝒚 =
𝒇 𝜽 𝒇 𝒚 𝜽

𝒇 𝒚
=
𝒇 𝜽 𝒇 𝒚 𝜽

𝒇׬ 𝜽, 𝒚 𝒅𝜽

須山敦史: ベイズ推論による機械学習入門, 渡辺澄夫: ベイズ統計の理論と方法

より

: パラメータ

: モデルの尤度 (確率密度)

𝜽

𝒇 𝒚 𝜽

周辺尤度 (モデルエビデンス)

→ モデルからデータが出現する尤もらしさ

は解析的に計算不可なため、サンプリングによる近似が必要׬𝒇 𝜽, 𝒚 𝒅𝜽多くの場合

事前分布事後分布



メトロポリス‐ヘイスティングス (MH) アルゴリズム

▪ ランダムウォークMH
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𝝈~𝑵 𝒈𝟎, 𝑮𝟎 ,

𝜶 𝝈, 𝝈′ = 𝐦𝐢𝐧
𝒇 𝝈′ 𝒇 𝒚 𝜷, 𝝈′

𝒇 𝝈 𝒇 𝒚 𝜷, 𝝈
, 𝟏 ,

𝟏 − 𝜶 𝝈, 𝝈′ の確率で 𝝈′ への推移を棄却し 𝝈 に留まる

𝝈′ = 𝝈 + 𝜺, 𝜺: 平均0のランダム項, e.g., 𝛆~𝑵 𝟎, 𝟏

𝝈の事前分布

𝒚𝒊~𝑵 𝑿𝒊𝜷, 𝚺 ,
𝚺 =

𝟏 𝝈 𝟎 𝟎
𝝈 𝟏 𝟎 𝟎
𝟎 𝟎 𝟏 𝟎
𝟎 𝟎 𝟎 𝟏

𝜶 𝝈, 𝝈′ の確率で 𝝈′ へ推移

◆演習1: ランダムウォークMHによる相関係数の推定
𝒚𝒊 = 𝒚𝒊𝟏, 𝒚𝒊𝟐, 𝒚𝒊𝟑, 𝒚𝒊𝟒

′,



ギブスサンプリング

▪ 正規分布に従う線形回帰モデル
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𝜷~𝑵 𝒃𝟎, 𝑩𝟎 ,

𝒚𝒊~𝑵 𝒙𝒊
′𝜷, 𝝈𝟐 , 𝒊 ∈ 𝒏

𝜷 ቚ𝒚, 𝝈𝟐 ~𝑵 𝒃,𝑩 ,

ഥ𝑩 = 𝑩𝟎
−𝟏 + 𝝈−𝟐σ𝒊∈𝒏𝒙𝒊𝒙𝒊

′ −𝟏ഥ𝒃 = ഥ𝑩 𝑩𝟎
−𝟏𝒃𝟎 + 𝝈−𝟐σ𝒊∈𝒏𝒙𝒊𝒚𝒊 ,

𝒇 𝜷 𝒚,𝝈𝟐 ∝ 𝒇 𝜷 𝒇 𝒚 𝜷,𝝈𝟐 ,

を例に

事前分布

事後分布

C.M. ビショップ: パターン認識と機械学習 上 (ベイズ理論による統計的予測) , pp.88-90

共役事前分布

完全条件付き分布の導出 → ギブスサンプリングによる効率的な近似が可能



潜在変数のデータ拡大 (data augmentation)

▪ 2項プロビットモデルを例に
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𝒚𝒊 = 𝟏 𝐢𝐟 𝒚𝒊
∗ > 𝟎, 

𝒚𝒊 = 𝟎 𝐢𝐟 𝒚𝒊
∗ ≤ 𝟎, 

𝒚𝒊
∗~𝑵 𝒙𝒊

′𝜷, 𝟏

𝒇 𝜷 𝒚 ∝ 𝒇 𝜷 𝒇 𝒚 𝜷ベイズの定理より

Albert and Chib (1993) Bayesian Analysis of Binary and Polychotomous response Data, Journal of the American Statistical Association, Vol.88, No.422, pp.669-679.

𝜷 と同時に潜在変数 𝒚𝒊
∗ を完全条件付き分布からサンプリング (データ拡大)

𝒇 𝜷, 𝒚∗ 𝒚 ∝ 𝒇 𝜷 𝒇 𝒚∗ 𝜷 𝒇 𝒚 𝜷, 𝒚∗

𝒚𝒊
∗~𝑻𝑵 𝟎,∞ 𝒙𝒊

′𝜷, 𝟏 𝐢𝐟 𝒚𝒊 = 𝟏 and 𝒚𝒊
∗~𝑻𝑵 −∞,𝟎 𝒙𝒊

′𝜷, 𝟏 𝐢𝐟 𝒚𝒊 = 𝟎

𝒇 𝜷, 𝒚∗ 𝒚 ∝ 𝒇 𝜷 ς𝒊∈𝒏 𝒇 𝒚𝒊
∗ 𝜷 𝑰 𝒚𝒊

∗ > 𝟎 𝑰 𝒚𝒊 = 𝟏 + 𝑰 𝒚𝒊
∗ ≤ 𝟎 𝑰 𝒚𝒊 = 𝟎 ,

𝜷ห𝒚, 𝒚∗~𝑵 𝒃,𝑩 ,

ഥ𝑩 = 𝑩𝟎
−𝟏 + σ𝒊∈𝒏𝒙𝒊𝒙𝒊

′ −𝟏
ഥ𝒃 = ഥ𝑩 𝑩𝟎

−𝟏𝒃𝟎 + σ𝒊∈𝒏𝒙𝒊𝒚𝒊
∗ ,

データ拡大:

多項選択の場合も同様に潜在変数を拡大することでギブスサンプリングが実装可能



構造化プロビットモデル (Yai, Iwakura,Morichi; 1997)
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Multinomial probit with structured covariance for route choice behavior, Transportation Research Part B, Vol.31, No.3, pp.195-207.

𝑷𝒓 = ׬
𝜺𝟏=−∞

𝜺𝒓+𝑽𝒓−𝑽𝟏…׬
𝜺𝒓=−∞

∞
׬…

𝜺𝑹=−∞

𝜺𝒓+𝑽𝒓−𝑽𝑹𝚽 𝜺 𝒅𝜺𝑹…𝒅𝜺𝟏,経路rを選択する確率

𝚽 𝜺 = 𝟐𝝅 −
𝑹

𝟐 𝚺 −
𝟏

𝟐𝐞𝐱𝐩 −
𝟏

𝟐
𝜺𝜮−𝟏𝜺𝐓 ,

𝚺 = 𝝈𝟏
𝟐

𝑳𝟏 𝑳𝟏𝟐 ⋯ 𝑳𝟏𝑹
𝑳𝟏𝟐 𝑳𝟐 ⋯ 𝑳𝟐𝑹
⋮ ⋮ ⋱ ⋮
𝑳𝟏𝑹 𝑳𝟐𝑹 ⋯ 𝑳𝑹

+ 𝝈𝟐
𝟐

𝒌𝟏 𝒌𝟏𝟐 ⋯ 𝒌𝟏𝑹
𝒌𝟏𝟐 𝒌𝟐 ⋯ 𝒌𝟐𝑹
⋮ ⋮ ⋱ ⋮

𝒌𝟏𝑹 𝒌𝟐𝑹 ⋯ 𝒌𝑹

+ 𝝈𝟑
𝟐

𝟏 𝟎 ⋯ 𝟎
𝟎 𝟏 ⋯ 𝟎
⋮ ⋮ ⋱ ⋮
𝟎 𝟎 ⋯ 𝟏

個人毎に異なる分散・共分散行列を表現

𝑳𝒓𝒒: 経路間の重複区間長

𝑳𝒑 : 経路の路線長

𝒌𝒓𝒒: 経路間で共通する乗り換え可能な駅の数

𝒌𝒑 : 乗り換え可能な駅の数
鉄道経路選択に適用する場合



研究紹介: 
構造化プロビットモデルを用いた都市鉄道ネットワークの脆弱性評価

▪ 震度分布データ (14ケース) を基に、東京都市圏においてリンクが途絶した場合の脆弱性評
価指標 (OD間の一般化費用を交通量で重み付けしたものの合計値の変化分) を算出

▪ 一定震度以上の地域に含まれるリンクのうち特定の構造物を含むものを抽出し、それらのリン
クが途絶したと仮定

▪ 途絶した場合利用者が他の経路へ迂回するため、一般化費用は増大

▪ 東京駅から約80km県内を対象地域とし、構造化プロビットモデルを用いて鉄道経路選択モデ
ルを構築、リンク途絶による交通需要の変化を分析

▪ 都心直下だけでなく、周辺部でも途絶した場合の影響が大きいことが示唆
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中川拓郎, 金子雄一郎, 横山茂樹, 井上真志: 複数リンクの途絶を考慮した都市鉄道ネットワークの脆弱性評価, 土木学会論文集D3 (計画学), Vol.73, No.5, pp.809-818, 2017.



さらなる応用可能性について (屋井, 中川; 1996)

1. 交通機関の組み合わせ選択モデル

➢ 空路と新幹線の乗り継ぎなど、複数の交通機関の組み合わせ選択を記述

➢ 個人毎に組み合わせが異なる形で重複区間を分散共分散行列で表現

2. 目的地選択モデル

➢ 目的地間の相対的な近接性を考慮したモデリング

3. 出発時刻選択モデル

➢ 「時間帯」選択モデルを構築し、時間距離の考え方を用いて選択肢間の親近性を表現

8


